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΄Ελεγχος υποθέσεων - ανασκόπηση

Τα ϐασικά συστατικά του ελέγχου υποθέσεων είναι :

Η µηδενική και η εναλλακτική υπόθεση

Μία ελεγχοσυνάρτηση η οποία ισχυριζόµαστε ότι είναι ικανή να

κάνει διαχωρισµό ανάµεσα στις 2 υποθέσεις (ϑέλαµε η

συνάρτηση κατανοµής της ελεγχοσυνάρτησης να έχει απλή

συνάρτηση κατανοµής).

Η τυπικά διαδικασία είναι να ϐρούµε την τιµή της ελεγχοσυνάρτησης

από το δείγµα tobs και στη συνέχεια να ελέγξουµε εάν αυτή η τιµή

µπορεί να έχει προέλθει από τη µηδενική υπόθεση. ∆ηλαδή να

συγκρίνουµε αυτή την τιµή µε την τιµή της ελεγχοσυνάρτησης κάτω από

τη µηδενική υπόθεση και να ϐρούµε πόσο ακραία είναι.

Το p-value είναι η πιθανότητα µία τόσο ακραία ή περισσότερο ακραία

τιµή της ελεγχοσυνάρτησης να έχει προκύψει κάτω από τη µηδενική

υπόθεση. Η τυπική διαδικασία είναι ότι χρησιµοποιούµε το p-value για

να ϐασίσουµε την συµπερασµατολογία µας.



΄Ελεγχος υποθέσεων - πρόσφατη ανασκόπηση

Η ϐασική ιδέα είναι ότι η κατανοµή της ελεγχοσυνάρτησης είναι

γνωστή κάτω από τη µηδενική υπόθεση. Και αν δεν είναι γνωστή;

Γιατί να µην χρησιµοποιήσουµε Bootstrap για να έχουµε µία

εκτίµηση της άγνωστης κατανοµής της ελεγχοσυνάρτησης ;

Γιατί να µην χρησιµοποιήσουµε Bootstrap για να έχουµε µία

εκτίµηση του p-value;

Αυτά τα επιχειρήµατα µας δείχνουν ότι µπορούµε να χρησιµοποιήσουµε

Bootstrap για έλεγχο υποθέσεων.

∆εν χρειαζόµαστε πλέον να γνωρίζουµε την κατανοµή της

ελεγχοσυνάρτησης. Εποµένως µπορούµε να χρησιµοποιήσουµε

περισσότερες ελεγχοσυναρτήσεις !



΄Ελεγχος υποθέσεων

Η παραµετρική Bootstrap είναι πολύ κατάλληλη για έλεγχο υποθέσεων.

Παράδειγµα: ΄Εστω ότι έχουµε ανεξάρτητες παρατηρήσεις (x1, . . . , xn),

και γνωρίζουµε ότι η κατανοµή τους είναι η Γάµµα µε κάποιες

παραµέτρους. Επιθυµούµε να κάνουµε έλεγχο για µία τιµή του µέσου

του πληθυσµού µ: H0: µ = 1 έναντι H1: µ 6= 1.

Το τυπικό t-τέστ είναι εφαρµόσιµο µόνο µέσω του Κεντρικού Οριακού

Θεωρήµατος και για µεγάλο µέγεθος δείγµατος. Για µικρότερο

µέγεθος δείγµατος η κατάσταση δεν είναι τόσο εύκολη. Η ιδέα είναι

να κατασκευάσουµε την κατανοµή της ελεγχοσυνάρτησης

χρησιµοποιόντας bootstrap (παραµετρική).

Οπότε, ο γενικός αλγόριθµος είναι ο ακόλουθος :



΄Ελεγχος υποθέσεων : ο Αλγόριθµος

΄Ορισε τις 2 υποθέσεις.

∆ιάλλεξε µία ελεγχοσυνάρτηση T που µπορεί να κάνει διαχωρισµό

ανάµεσα στις 2 υποθέσεις. Σηµαντικό: ∆ε µας ενδιαφέρει αν η

ελεγχοσυνάρτηση µας έχω γνωστή κατανοµή κάτω από τη

µηδενική υπόθεση.

Υπολόγισε της παρατηρούµενη τιµή της ελεγχοσυνάρτησης tobs

για το δείγµα.

Γέννησε B δείγµατα από την κατανοµή που συνεπάγεται κάτω από

τη µηδενική υπόθεση. Για κάθε δείγµα υπολόγισε την τιµή της

ελεγχοσυνάρτησης ti για i = 1, . . . , B.

Απορρίπτεις ή δεν απορρίπτεις ανάλογα µε το επίπεδο στατιστικής

σηµαντικότητας.



΄Ελεγχος υποθέσεων : ο Αλγόριθµος (2)

Για να είµαστε ποιο τυπικοί ας υποθέσουµε ότι απορρίπτουµε τη

µηδενική υπόθεση στη δεξιά ουρά της κατανοµής. Τότε ένα

προσεγγιστικό p-value δίνεται από τη σχέση :

p̂ =

B∑
i=1

I(ti ≥ tobs) + 1

B + 1

όπου το p̂ αποτελεί µία εκτίµηση του πραγµατικού p-value και µπορούµε

να χτίσουµε διαστήµατα εµπιστοσύνης για αυτή την εκτίµηση. Μία καλή

στρατηγική είναι να αυξάνουµε το B αν το p̂ είναι κοντά στο επίπεδο

στατιστικής σηµαντικότητας.

Σηµειώστε ότι µερικοί ερευνητές χρησιµοποιούν µία απλούστερη

εκτίµηση του p-value, συγκεκριµένα :

p̃ =

B∑
i=1

I(ti ≥ tobs)

B

Το p̂ έχει καλύτερες ιδιότητες από το p̃.



΄Ελεγχος υποθέσεων : (Μη παραµετρική Bootstrap)

Η µόνη δυσκολία είναι ότι δεν γνωρίζουµε την κατανοµή του

πληθυσµού. Αυτό σηµαίνει ότι πρέπει να προσοµοιώσουµε τα δείγµατα

από την F̂n. Σύµφωνα µε τη ϑεωρία του κλασικού ελέγχου υποθέσεων,

χρειαζόµαστε την κατανοµή της ελεγχοσυνάρτησης κάτω από τη

µηδενική υπόθεση. Πράγµα που σηµαίνει ότι η F̂n δεν είναι κατάλληλη.

Μία λύση είναι να µετασχηµαµτίσουµε την F̂n έτσι ώστε να ικανοποιείται

η µηδενική υπόθεση. Τότε µπορούµε να γεννήσουµε Bootstrap

δείγµατα από αυτή την κατανοµή και να χτίσουµε την κατανοµή της

επιλεγµένης ελεγχοσυνάρτησης.



Παράδειγµα

Θεωρείστε τα παρακάτω δεδοµένα :

x = (−0.89,−0.47, 0.05, 0.155, 0.279, 0.775, 1.0016, 1.23, 1.89, 1.96).

Θέλουµε να ελέγξουµε την H0 : µ = 1, έναντι της H1 : µ 6= 1.

Επιλέγουµε σαν ελεγχοσυνάρτηση την T = |x̄ − 1|. Θα µπορούσαµε

να χρησιµοποιήσουµε και άλλες ελεγχοσυναρτήσεις. Αφού x̄ = 0.598

ϐρίσκουµε ότι Tobs = 0.402. Προκειµένου η F̂10 να αναπαριστά τη

µηδενική υπόθεση µετασχηµατίζουµε τα δεδοµένα έτσι ώστε να έχουν

µέση τιµή ίση µε 1. Για να το πετύχουµε αυτό προσθέτουµε σε κάθε

παρατήρηση την ποσότητα 0.402. Τότε το καινούριο δείγµα είναι

xnull = x + 0.402. Κάνουµε δειγµατοληψία µε επανάθεση από το

F̂(xnull).

Για B = 100 ϐρίσκουµε p̂ = 0.18.

Σηµαντικό: Ο µετασχηµατισµός δεν είναι προφανής σε όλες τις

περιπτώσεις.



Μη παραµετρική Bootstrap: Επιλογή ελεγχοσυνάρτησης

΄Εστω δύο δείγµατα x = (x1, x2, . . . , xn) και y = (y1, y2, . . . , ym). ΄Εστω

ότι ϑέλουµε να ελέγξουµε την υπόθεση ότι έχουν τον ίδιο µέσο δηλαδή

H0 : µx = µy έναντι της H1 : µx 6= µy . Χρησιµοποιούµε την

ελεγχοσυνάρτηση T = |x̄ − ȳ|. Κάτω από τη µηδενική υπόθεση µία

καλή εκτίµηση της κατανοµής του πληθυσµού είναι το δείγµα από Ϲεύγη

τιµών z = (x1, . . . , xn, y1, . . . , ym). Εποµένως, γεννάµε δείγµατα από το

z. Για κάθε ένα από τα B bootstrap δείγµατα υπολογίζουµε την τιµή της

ελεγχοσυνάρτησης T
∗
i

, i = 1, . . . B. Εκτιµάµε το p-value του ελέγχου ως

p̂ =

B∑
i=1

I(Ti ≥ tobs) + 1

B + 1

Μπορούν να χρησιµοποιηθούν και άλλες ελεγχοσυναρτήσεις όπως για

παράδειγµα η γνωστή ελεγχοσυνάρτηση του δίπλευρου ελέγχου t .



Μη παραµετρική Bootstrap: Επιλογή ελεγχοσυνάρτησης (2)

΄Ενα σηµείο που ϑέλει προσοχή όταν επιλέγουµε ελεγχοσυναρτήσεις

είναι : Θέλουµε ¨pivotal¨ ελεγχοσυνάρτηση δηλαδή µία

ελεγχοσυνάρτηση για την οποία η κατανοµή δεν µεταβάλλεται (η

κατανοµή της δεν εξαρτάται από τις παραµέτρους του πληθυσµού). Για

παράδειγµα η ελεγχοσυνάρτηση που χρησιµοποιείται για τον έλεγχο t

έχει αυτή την ιδιότητα καθώς είναι τυποποιηµένη.



¨Pivotal¨ Ελεγχοσυνάρτηση

Μία ελεγχοσυνάρτηση λέγεται pivotal εάν δεν εξαρτάται από τις

παραµέτρους που εκτιµάµε.

Οι Pivotal ελεγχοσυναρτήσεις επιτρέπουν τον διαχωρισµό

ανάµεσα στη µηδενική και την εναλλακτική υπόθεση ανεξάρτητα

από το ποιες είναι οι τιµές των παραµέτρων.

Στο πλαίσιο της bootstrap ελαχιστοποιούµε την επίδραση των

παραµέτρων κάνοντας την διαδικασία ποιο στιβαρή και µειώνοντας

το σφάλµα (καθώς χρειάζεται να εκτιµήσουµε λιγότερα πράγµατα).

∆εν υπάρχουν πάντα Pivotal ελεγχοσυναρτήσεις.

Συνήθως τα τεστ που ϐασίζονται σε Pivotal ελεγχοσυναρτήσεις

έχουν µεγαλύτερη ισχή.



Παράδειγµα για ελεγχοσυνάρτηση

΄Εστω ότι προσοµοιώνουµε από την εκθετική κατανοµή µε µέση τιµή θ
και στη συνέχεια κάνουµε έλεγχο της µηδενικής υπόθεσης ότι η µέση

τιµή είναι θ έναντι της εναλλακτικής ότι είναι διάφορη του θ.

Χρησιµοποιώντας δύο ελεγχοσυναρτήσεις T1 = |x̄ − θ| και

T2 =
√

n
x̄−θ

s
αλλά και το ασυµπτωτικό αποτέλεσµα του κεντρικού

οριακού ϑεωρήµατος (δηλαδή το t-τεστ) µετράµε πόσες ϕορές

απορρίψαµε τη µηδενική υπόθεση σε επίπεδο στατιστικής

σηµαντικότητας 5%. Από τον ορισµό και τον τρόπο που κατασκευάσαµε

τους ελέγχους bootstrap περιµένουµε πως το ποσοστό ϑα είναι κοντά

στο 5%.



Αποτελέσµατα προσωµοίωσης

B = 100 B = 500

n T1 T2 T1 T2 t-τεστ

10 0.14740 0.07100 0.14250 0.06890 0.12880

20 0.10550 0.06190 0.10680 0.06180 0.09750

θ = 1 50 0.06900 0.05480 0.07430 0.05380 0.07120

100 0.05830 0.05130 0.06100 0.05040 0.06060

250 0.05250 0.05070 0.05460 0.05020 0.05320

n B = 100 B = 500

10 0.14320 0.06810 0.14380 0.06550 0.12640

20 0.10790 0.06490 0.10400 0.05880 0.09440

θ = 3 50 0.07750 0.05560 0.07540 0.05670 0.07320

100 0.06530 0.05440 0.05790 0.05280 0.05650

250 0.05540 0.05150 0.05080 0.05140 0.05190

Πίνακας: Το ποσοστό των ϕορών που απορρίψαµε τη µηδενική υπόθεση ότι η

µέση τιµή του πληθυσµού είναι θ έναντι δίπλευρης εναλλακτικής υπόθεσης. Τα

δεδοµένα είχαν προσοµοιωθεί από εκθετική κατανοµή µε µέση τιµή θ.



΄Ελεγχος καλής προσαρµογής µε τη χρήση Bootstrap

Η παραµετρική Bootstrap είναι κατάλληλη για έλεγχο καλής

προσαρµογής. ΄Εστω ότι ϑέλουµε να ελέγξουµε την υπόθεση της

κανονικότητας H0 : F = N(µ, σ2) ερσυς H1 : F 6= N(µ, σ2). ΄Ενα πολύ

γνωστό τεστ για τον έλεγχο κανονικότητα είναι το Kolmogorov - Smirnov

τεστ D = max(|F̂n(x)− F(x)|). Αυτό το τεστ έχει ασυµπτωµατικά και

κάτω από την µηδενική υπόθεση πινακοποιηµένη κατανοµή. Το τεστ που

ϐασίζεται στην Bootstrap δεν χρησιµοποιεί τα ασυµπτωτικά

αποτελέσµατα αλλά γεννάµε δείγµατα κάτω από τη µηδενική υπόθεση

της κανονικότητας H0 (αν οι παράµετροι δεν είναι γνωστοί χρειάζεται να

τους εκτιµήσουµε). Για κάθε δείγµα υπολογίζουµε την τιµή του τεστ και

κατασκευάζουµε την κατανοµή του τεστ. ∆εν χρειάζεται να

χρησιµοποιήσουµε την D. ΄Αλλες αποστάσεις µπορούν επίσης να

χρησιµοποιηθούν προκειµένου να µετρήσουµε αποκλίσεις από την

κανονικότητα ! Το τεστ µπορεί να χρησιµοποιηθεί για οποιαδήποτε

κατανοµή!



Πότε η Bootstrap αποτυγχάνει

Σε περιπτώσεις που έχουµε µικρό µέγεθος δείγµατος (γιατί η F̂n

δεν είναι καλή προσέγγιση της F)

Σε περιπτώσεις όπου εκτιµάµε ποσότητες οι οποίες δεν έχουν

καλά ορισµένες ϱοπές. (Για παράδειγµα αν τα δεδοµένα

προέρχονται από την κατανοµή Cauchy ξέρουµε πως η

αναµενόµενη τιµή της κατανοµής δεν υπάρχει. Εποµένως αν

προσπαθήσουµε να χρησιµοποιήσουµε bootstrap για να

εκτιµήσουµε το τυπικό σφάλµα της δειγµατικής µέσης τιµής

είµαστε καταδικασµένοι να αποτύχουµε).

Σε περιπτώσεις ύπαρξης εξάρτησης (π.χ. χρονοσειρές, χωρικά

προβλήµατα). Η Bootstrap ϐασίζεται στην υπόθεση της

ανεξαρτησίας.



Πότε η Bootstrap αποτυγχάνει (συνέχεια)

Σε περιπτώσεις που ϑέλουµε να εκτιµήσουµε ακραία ποσοστιαία

σηµεία (π.χ. το 99.99% ποσοστιαίο σηµείο ή το max(Xi)).

Σε περιπτώσεις ακραίων τιµών : Καθώς τότε δεν έχουµε καλή

εκτίµηση της κατανοµής F και προσθέτουµε µεταβλητότητα στις

εκτιµήσεις µας.

Μη λείες ποσόστητες

Πολυµεταβλητά δεδµένα : ΄Οταν οι διαστάσεις του προβλήµατος

είναι µεγάλες τότε η F̂n γίνεται λιγότερο καλή εκτιµήτρια της F . Το

γεγονός αυτό µπορεί να προκαλέσει προβλήµατα.



Η επιλογή του B

Η επιλογή του B εξαρτάται από :

Τη δυνατότητα σε υπολογιστές που υπάρχει

Τον τύπο του προβλήµατος : ενώ B = 500 µπορεί να επαρκεί για

την εκτίµηση τυπικών σφαλµάτων, ίσως δεν είναι αρκετό για

διαστήµατα εµπιστοσύνης.

Την πολυπλοκότητα του προβλήµατος.



Παραλαγές της µεθόδου Bootstrap

Εαν έχουµε κάποια πληροφορία ή κάποιο λόγο να πιστεύουµε πως η

κατανοµή του πληθυσµού έχει κάποια συγκεκριµένη µορφή τότε

µπορούµε να χρησιµοποιήσουµε παραµετρικό bootstrap.



Παραλαγές της µεθόδου Bootstrap: Smoothed Bootstrap

Χρησιµοποιούµε µια άλλη πιο λεία εκτίµηση της συνάρτησης πυκνότητας

πιθανότητας. Ιδίως όταν η εµπειρική κατανοµή είναι διακριτή και µπορεί

να πάρει µόνο n διαφορετικές τιµές. Τότε αντί να πάρουµε δείγµα από

την εµπειρική κατανοµή (που είναι διακριτή) παίρνουµε δείγµα από µια

συνεχή κατανοµή (ποιο λεία) που την εκτιµά.



Παραλαγές της µεθόδου Bootstrap: Επαναληπτική µέθοδος

Bootstrap

΄Εχοντας πάρει τις τιµές ϐοοτστραπ θ̂∗
i

, τις χρησιµοποιούµε για να

ξανακάνουµε bootstrap, κάνοντας πάλι τυχαία δειγµατοληψία µε

επανάθεση από αυτές. Με αυτό τον τρόπο κάνουµε ακόµα πιο λεία την

εκτίµηση και ϐελτιώνουµε την ακρίβεια του τυπικού σφάλµατος. Η

µέθοδος µπορεί να ϐελτιώσει την εκτίµηση στην περίπτωση µη λείων

συναρτήσεων, όπως για παράδειγµα είναι η διάµεσος.



Παραλαγές της µεθόδου Bootstrap: Bayesian Bootstrap

Μια παραλλαγή της µεθόδου είναι και η χρήση της Μπευζιανής

bootstrap προσέγγισης. Συγκεκριµένα αντί να δίνουµε σε κάθε

παρατήρηση πιθανότητα 1/n αντιστοιχούµε σε κάθε παρατήρηση µια

πιθανότητα, έστω gi η οποία έχει διάµεσο την τιµή 1/n αλλά

µεταβάλλεται από επανάληψη σε επανάληψη.

Προσοµοιώνουµε n− 1 τυχαίες µεταβλητές από την οµοιόµορφη

κατανοµή στο διάστηµα (0,1) και τις διατάσσουµε. ΄Εστω πως

u(1), u(2), ..., u(n−1) οι διατεταγµένες αυτές τιµές. ΄Εστω

u(0) = 0, u(n) = 1. Υπολόγισε τις ποσότητες gi = u(i) − u(i−1).



Παραλαγές της µεθόδου Bootstrap: Bayesian Bootstrap

(συνέχεια)

Το Bootstrap δείγµα ϑα δηµιουργηθεί µε δειγµατοληψία µε επανάθεση

αλλά οι πιθανότητες κάθε παρατήρησης δεν ϑα είναι το pi αλλά τα gi

που υπολογίσαµε. Μάλιστα για το επόµενο bootstrap δείγµα ϑα πρέπει

να ξαναδηµιουργήσουµε το διάνυσµα µε τα gi και αυτό ϑα

επαναλαµβάνεται σε κάθε δείγµα. Μπορεί κανείς εύκολα να δει πως η

αναµενόµενη τιµή της πιθανότητας κάθε παρατήρησης είναι ίση µε 1/n.

Η µέθοδος χρησιµοποιείται σε Μπευζιανές εφαρµογές καθώς η

κατανοµή της παραµέτρου θ που δηµιουργούµε µε τις bootstrap

επαναλήψεις µπορεί να ϑεωρηθεί ως εκ των υστέρων κατανοµή κατά

τη Μπευζιανή προσέγγιση.



΄Αλλα σχήµατα δειγµατοληψίας : Η µέθοδος Jackknife

Η µέθοδος όπως έχουµε ήδη πει αρχικά παρουσιάστηκε ώς τεχνική

µείωσης της µεροληψίας. Με θ̂(i), συµβολίσαµε την εκτίµηση που

πέρναµε όταν η όλες οι παρατηρήσεις εκτός από την i

χρησιµοποιούνται για εκτίµηση.

Με τη µέθοδος Jackknife αγνοούµε µία παρατήρηση κάθε ϕορά. Τα

δείγµατα δηµιουργούνται χωρίς επανάθεση. ΄Ετσι έχουµε n δείγµατα

κάθε ϕορά



΄Αλλα σχήµατα δειγµατοληψίας : Subsampling

Μπορούµε να γενικεύσουµε τη λογική της µεθόδου Jackknife

αγνοόντας b ≥ 1 παρατηρήσεις κάθε ϕορά. Θα προκύψουν

αντίστοιχες ϕόρµουλες. Πλήρης απαρίθµηση είναι πλέον δύσκολη :

χρησιµοποιείστε µεθόδους Monte Carlo πέρνοντας δείγµα από αυτές.

Αυτή είναι η ιδέα του Subsampling. Subsamples είναι δείγµατα από την

F και όχι από την F̂n. Σε µερικές περιπτώσεις που η bootstrap

αποτυγχάνει µπορεί να δόσει λύση. Τα Subsamples είναι µικρότερου

µεγέθους και µπορεί να χρειαστεί να τα κάνουµε rescale (ϑυµηθείτε

τον παράγοντα n− 1 στο se στην περίπτωση της µεθόδου Jackknife).

Χωρίζουµε το αρχικό δείγµα σε µικρότερα δείγµατα ίσου µεγέθους.


