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 Δέλδξα Απόθαζεο

Πξόθεηηαη γηα κηα νηθνγέλεηα κε γξακκηθώλ ηαμηλνκεηώλ. Είλαη
ζπζηήκαηα απόθαζεο πνιιώλ ζηαδίσλ (multistage), όπνπ νη θιάζεηο
απνξξίπηνληαη δηαδνρηθά (sequentially), έσο όηνπ θηάζνπκε ζε κηα
θιάζε πνπ ζα είλαη ηειηθά απνδεθηή. Γηα ην ιόγν απηό:

 Ο ρώξνο ησλ ραξαθηεξηζηηθώλ ηεκαρίδεηαη ζε κνλαδηθέο πεξηνρέο
κε έλαλ αθνινπζηαθό ηξόπν.

 Με ηελ άθημε ελόο δηαλύζκαηνο ραξαθηεξηζηηθώλ, ιακβάλνληαη
δηαδνρηθέο απνθάζεηο θαηαρώξεζεο ραξαθηεξηζηηθώλ ζε
ζπγθεθξηκέλεο πεξηνρέο, αθνινπζώληαο έλα κνλνπάηη θόκβσλ
(nodes) ελόο θαηάιιεια θαηαζθεπαζκέλνπ δέλδξνπ.

 Η αθνινπζία ησλ απνθάζεσλ εθαξκόδεηαη ζε κεκνλσκέλα
ραξαθηεξηζηηθά θαη νη εξσηήζεηο πνπ εμεηάδνληαη ζε θάζε θόκβν
είλαη ηνπ ηύπνπ:

είλαη ην ραξαθηεξηζηηθό

όπνπ α είλαη έλα πξνεπηιεγκέλν θαηώθιη (επηιέγεηαη θαηά ηε
δηάξθεηα ηεο εθπαίδεπζεο).

axi 
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 Τα παξαθάησ ζρήκαηα αληηζηνηρνύλ ζε ηέηνηα παξαδείγκαηα.
Τα δέλδξα απηνύ ηνπ ηύπνπ είλαη γλσζηά σο Σπλήζε
Δπαδηθά Δέλδξα Ταμηλόκεζεο (Ordinary Binary Classification
Trees (OBCT)). Τα ππεξπέπηπεδα απόθαζεο πνπ δηαηξνύλ ην
ρώξν ζε πεξηνρέο, είλαη παξάιιεια ζηνπο άμνλεο ηνπ ρώξνπ
ησλ δεηγκάησλ. Άιινη ηύπνη δηαίξεζεο ηνπ ρώξνη είλαη επίζεο
δπλαηνί, παξόηη είλαη ιηγόηεξν δεκνθηιείο.



3

 Σρεδηαζηηθά ζηνηρεία πνπ νξίδνπλ έλα δέλδξν απόθαζεο.

• Κάζε θόκβνο, t, αληηζηνηρεί ζε έλα ππνζύλνιν ,
όπνπ X είλαη ην ζύλνιν εθπαίδεπζεο. Σε θάζε θόκβν, ην
αληίζηνηρν ζύλνιν, Xt δηαηξείηαη ζε δύν (δπαδηθή δηαίξεζε)
μέλα κεηαμύ ηνπο ππνζύλνια-απνγόλνπο Xt,Y and Xt,N, ώζηε

Xt,Y Xt,N = Ø

Xt,Y Xt,N = Xt

Xt,Y είλαη ην ππνζύλνιν ηνπ Xt γηα ην νπνίν ε απάληεζε
ζηελ εξώηεζε ηνπ θόκβνπ t είλαη ΝΑΙ. Xt,N είλαη ην

ππνζύλνιν πνπ αληηζηνηρεί ζην ΟΦΙ. Η δηαίξεζε
απνθαζίδεηαη κε βάζε ηελ εξώηεζε (query) πνπ
πηνζεηείηαη.

XΧ t 
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• Έλα θξηηήξην δηακεξηζκνύ πξέπεη λα πηνζεηεζεί
πξνθεηκέλνπ λα επηηεπρζεί ε βέιηηζηε δηακέξηζε ηνπ Xt ζηα
Xt,Y θαη Xt,N.

• Έλα θξηηήξην ηεξκαηηζκνύ-δηακέξηζεο (stop-splitting)
πξέπεη λα πηνζεηεζεί πξνθεηκέλνπ λα ειεγρζεί ε αλάπηπμε
ηνπ δέλδξνπ έσο ηνπο ηεξκαηηθνύο θόκβνπο (θύιια –
leafs).

• Απαηηείηαη έλαο θαλόλαο θαηαρώξεζεο ελόο ηεξκαηηθνύ
θόκβνπ ζε κία θαηεγνξία.
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 Σύλνιν εξσηήζεσλ: Σηα δέλδξα OBCT ην ζύλνιν ησλ
εξσηήζεσλ είλαη ηνπ ηύπνπ

είλαη ;

Η επηινγή ηνπ ζπγθεθξηκέλνπ ραξαθηεξηζηηθνύ xi θαη ηεο ηηκήο
ηνπ θαησθιίνπ α, γηα θάζε θόκβν t, είλαη ην απνηέιεζκα

αλαδήηεζεο, θαηά ηελ εθπαίδεπζε, αλάκεζα ζηα
ραξαθηεξηζηηθά θαη έλα ζύλνιν από δπλαηέο ηηκέο
θαησθιίνπ. Ο ηειηθόο ζπλδπαζκόο είλαη απηόο πνπ νδεγεί
ζηε βέιηηζηε ηηκή ελόο θαηάιιεινπ θξηηεξίνπ.

axi 
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 Κξηηήξην δηαίξεζεο: Η θύξηα ηδέα πίζσ από ηε δηαίξεζε ζε
θάζε θόκβν είλαη ηα ππνζύλνια-απόγνλνη Xt,Y θαη Xt,N πνπ ζα

πξνθύςνπλ λα παξνπζηάδνπλ κεγαιύηεξν βαζκό
νκνγελνπνίεζεο σο πξνο ηηο θιάζεηο, ζε ζρέζε κε απηόλ ηνπ
Xt. Έηζη ην θξηηήξην πνπ ζα επηιεγεί ζα πξέπεη λα είλαη ζε

ζπκθσλία κε απηόλ ην ζηόρν. Έλα ζπρλά ρξεζηκνπνηνύκελν
θξηηήξην είλαη ν βαζκόο κε-θαζαξόηεηαο ελόο θόκβνπ (node
impurity):

θαη

όπνπ είλαη ν αξηζκόο ησλ ζηνηρείσλ ηνπζπλόινπ Xt, ηα
νπνία αλήθνπλ ζηελ θιάζε i. Η κείσζε ηεο κε-θαζαξόηεηαο

ελόο θόκβνπ (decrease in node impurity) νξίδεηαη σο:
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• Ο ζηόρνο είλαη λα επηιεγνύλ ζε θάζε θόκβν εθείλνη νη
παξάκεηξνη (ραξαθηεξηζηηθό θαη θαηώθιη), πνπ νδεγνύλ
ζε κία δηαίξεζε, ε νπνία παξνπζηάδεη ηε κεγαιύηεξε
δπλαηή κείσζε ηεο κε-θαζαξόηεηαο.

• Γηαηί ε κεγαιύηεξε δπλαηή κείσζε; Παξαηεξείζηε όηη ε
κέγηζηε ηηκή γηα ηελ I(t) ιακβάλεηαη όηαλ όιεο νη θιάζεηο
είλαη ηζνπίζαλεο, δει. όηαλ ην Xt παξνπζηάδεη ηνλ

ειάρηζην δπλαηό βαζκό νκνγελνπνίεζεο.

 Καλόλαο ηεξκαηηζκνύ δηαίξεζεο. Υηνζέηεζε έλα θαηώθιη T

θαη ζηακάηα ηελ πεξαηηέξσ δηαίξεζε ελόο θόκβνπ (δει.
θαηαρώξεζέ ηνλ ζαλ θύιιν-ηεξκαηηθό θόκβν), αλ ε κείσζε
ηεο κε-θαζαξόηεηαο είλαη κηθξόηεξε από T. Δει. όηαλ ν
θόκβνο t είλαη “αξθεηά θαζαξόο”.

 Καλόλαο αληηζηνίρεζεο ζε θιάζε: Καηαρώξεζε έλα θύιιν
ζηελ θιάζε j , γηα ηελ νπνία: )|(maxarg tPj i

i

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 Summary of an OBCT algorithmic scheme:
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 Παξαηεξήζεηο:

• Έλαο θξίζηκνο παξάγνληαο θαηά ηε θάζε ζρεδηαζκνύ
είλαη ην κέγεζνο ηνπ δέλδξνπ. Σπλήζσο ην δέλδξν
αλαπηύζζεηαη έσο όηνπ θηάζεη ζε κεγάιν κέγεζνο θαη
ζηε ζπλέρεηα εθαξκόδνληαη δηάθνξεο ηερληθέο
θιαδέκαηνο (pruning).

• Τα δέλδξα απόθαζεο αλήθνπλ ζηελ θαηεγνξία ησλ
αζηαζώλ (unstable) ηαμηλνκεηώλ. Απηό κπνξεί λα
αληηκεησπηζηεί κε ηερληθέο «κέζνπ όξνπ» (“averaging”
techniques). Π.ρ. ρξεζηκνπνηώληαο ηερληθέο bootstrapping
ζην X, θαηαζθεπάδνληαη δηάθνξα δέλδξα, Ti, i=1, 2, …, B.

Η απόθαζε ηαμηλόκεζεο ιακβάλεηαη κε βάζε έλαλ
θαλόλα πιεηνςεθίαο (majority voting).
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 Σπλδπάδνληαο ηαμηλνκεηέο

Η βαζηθή θηινζνθία πίζσ από ην ζπλδπαζκό δηαθνξεηηθώλ
ηαμηλνκεηώλ βαζίδεηαη ζην γεγνλόο όηη αθόκα θαη ν
«θαιύηεξνο» ηαμηλνκεηήο απνηπγράλεη ζε κεξηθά δηαλύζκαηα
όπνπ άιινη ηαμηλνκεηέο κπνξεί λα δώζνπλ ζσζηή ηαμηλόκεζε.
Ο ζπλδπαζκόο ηαμηλνκεηώλ ζθνπεύεη ζηελ εθκεηάιιεπζε απηήο
ηεο ζπκπιεξσκαηηθήο πιεξνθνξίαο (complementary
information) πνπ δίλεηαη από δηάθνξνπο ηαμηλνκεηέο.

Έηζη θάπνηνο ζρεδηάδεη δηαθνξεηηθνύο βέιηηζηνπο ηαμηλνκεηέο
θαη ζηε ζπλέρεηα ζπλδπάδεη ηα απνηειέζκαηα κε βάζε έλα
ζπγθεθξηκέλν θαλόλα.

 Έζησ όηη θαζέλαο από ηνπο, L ηαμηλνκεηέο πνπ
ζρεδηάζηεθαλ δίλεη ζηελ έμνδό ηνπ ηηο εθ ησλ πζηέξσλ
πηζαλόηεηαο

, ..., M, ixP i 21 ),|( 
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• Καλόλαο γηλνκέλνπ: Καηαρώξεζε ην ζηελ θιάζε :

όπνπ είλαη ε αληίζηνηρε εθ ησλ πζηέξσλ πηζαλόηεηα
ηνπ jth ηαμηλνκεηή.

• Καλόλαο άζξνηζεο: Καηαρώξεζε ην ζηελ θιάζε :
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• Καλόλαο πιεηνςεθίαο: Καηαρώξεζε ην ζηελ θιάζε γηα
ηελ νπνία ππάξρεη νκνθσλία ή όηαλ ηνπιάρηζηνλ από
ηνπο ηαμηλνκεηέο ζπκθσλνύλ ζηελ θιάζε

Δηαθνξεηηθά ε απόθαζε είλαη απόξξηςε (rejection), δει.
δελ ιακβάλεηαη θακία απόθαζε.

Έηζη ζσζηή απόθαζε ιακβάλεηαη όηαλ ε πιεηνςεθία ησλ
ηαμηλνκεηώλ ζπκθσλεί κε ηε ζσζηή θαηεγνξία θαη ιάζνο
όηαλ ε πιεηνςεθία ζπκθσλεί κε κία ιάζνο θαηεγνξία.
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 Εμαξηεκέλνη ή αλεμάξηεηνη ηαμηλνκεηέο;

• Παξόηη δελ ππάξρνπλ γεληθά ζεσξεηηθά απνηειέζκαηα, ην
πείξακα έδεημε όηη όζν πην αλεμάξηεηνη είλαη νη ηαμηλνκεηέο
σο πξνο ηηο απνθάζεηο ηνπο, ηόζν πην πνιύ αλακέλεηαη ε
ιήςε βειηησκέλσλ απνηειεζκάησλ κεηά ην ζπλδπαζκό
ησλ επηκέξνπο απνθάζεσλ. Ωζηόζν, δελ ππάξρεη εγγύεζε
όηη ν ζπλδπαζκόο ηαμηλνκεηώλ νδεγεί ζε θαιύηεξε
απόδνζε ζπγθξηλόκελνο κε ηελ απόδνζε ηνπ “θαιύηεξνπ”
αλάκεζα ζηνπο ηαμηλνκεηέο.

 Πξνο ηελ αλεμαξηεζία: Δπλαηά ζελάξηα

• Εθπαίδεπζε κεκνλσκέλσλ ηαμηλνκεηώλ ρξεζηκνπνηώληαο
δηαθνξεηηθά δηαλύζκαηα δεδνκέλσλ. Εδώ θάπνηνο έρεη
αξθεηέο επηινγέο:

– Bootstrapping: Πξόθεηηαη γηα κία δεκνθηιή ηερληθή γηα ην
ζπλδπαζκό αζηαζώλ ηαμηλνκεηώλ, όπσο είλαη ηα δέλδξα
απόθαζεο.
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– Stacking: Εθπαίδεπζε ηνπ ζπλδπαζηή κε δεδνκέλα πνπ δελ
έρνπλ ρξεζηκνπνηεζεί γηα ηελ εθπαίδεπζε ησλ κεκνλσκέλσλ
ηαμηλνκεηώλ.

– Φξήζε δηαθνξεηηθώλ ππνρώξσλ γηα ηελ εθπαίδεπζε
κεκνλσκέλσλ ηαμηλνκεηώλ: Σύκθσλα κ’ απηή ηε κέζνδν,
θάζε κεκνλσκέλνο ηαμηλνκεηήο εθπαηδεύεηαη ζε δηαθνξεηηθό
ππόρσξν ηνπ ρώξνπ ησλ ραξαθηεξηζηηθώλ. Δει.
ρξεζηκνπνηνύληαη δηαθνξεηηθά ραξαθηεξηζηηθά γηα θάζε
ηαμηλνκεηή.



 Παξαηεξήζεηο:

• Οη θαλόλεο πιεηνςεθία θαη αζξνίζκαηνο ζπγθαηαιέγνληαη
αλάκεζα ζηα πην δεκνθηιή ζπλδπαζηηθά ζρήκαηα.

• Η εθπαίδεπζε ησλ κεκνλσκέλσλ ηαμηλνκεηώλ ζε
δηαθνξεηηθνύο ππνρώξνπο ηνπ ρώξνπ ησλ ραξαθηεξηζηηθώλ
θαίλεηαη λα νδεγεί ζε ζεκαληηθά θαιύηεξα απνηειέζκαηα
ζε ζρέζε κε ηελ πεξίπησζε όπνπ νη ηαμηλνκεηέο
εθπαηδεύνληαη ζηνλ ίδην ππόρσξν.

• Εθηόο από ηνπο ηξεηο παξαπάλσ θαλόλεο, κπνξνύλ λα
πηνζεηεζνύλ θαη άιινη όπσο ε ηηκή ηεο δηακέζνπ (Median
value) ησλ εμόδσλ ησλ κεκνλσκέλσλ ηαμηλνκεηώλ.

15



16

 The Boosting Approach
 The origins: Is it possible a weak learning algorithm (one
that performs slightly better than a random guessing) to be
boosted into a strong algorithm? (Villiant 1984).

 The procedure to achieve it:

• Adopt a weak classifier known as the base classifier.

• Employing the base classifier, design a series of
classifiers, in a hierarchical fashion, each time employing
a different weighting of the training samples. Emphasis in
the weighting is given on the hardest samples, i.e., the
ones that keep “failing”.

• Combine the hierarchically designed classifiers by a
weighted average procedure.
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 The AdaBoost Algorithm.
Construct an optimally designed classifier of the form:

where:

where denotes the base classifier that returns a
binary class label:

is a parameter vector.
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• The essence of the method.
Design the series of classifiers:

The parameter vectors

are optimally computed so as:
– To minimize the error rate on the training set.
– Each time, the training samples are re-weighted so that the
weight of each sample depends on its history. Hard
samples that “insist” on failing to be predicted correctly, by
the previously designed classifiers, are more heavily
weighted.
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• Updating the weights for each sample

– Zm is a normalizing factor common for all samples.

–

where Pm<0.5 (by assumption) is the error rate of the
optimal classifier at stage m. Thus αm>0.

– The term:

takes a large value if (wrong
classification) and a small value in the case of correct
classification

– The update equation is of a multiplicative nature. That
is, successive large values of weights (hard samples)
result in larger weight for the next iteration
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• The algorithm
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 Remarks:
• Training error rate tends to zero after a few iterations.
The test error levels to some value.

• AdaBoost is greedy in reducing the margin that samples
leave from the decision surface.


